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Аннотация 

 

Тема выпускной квалификационной работы: «Создание нейросетей для 

анализа и прогнозирования поведения клиентов в онлайн-банкинге».  

Выпускная квалификационная работа (ВКР) содержит 89 страницы, 34 

рисунка, 1 таблицу, 58 формул и опирается на 30 библиографических 

источников. 

Целью работы является разработка и реализация алгоритма для оценки 

риска невозврата кредитов на основе методов машинного обучения с 

обеспечением интерпретируемости прогнозов и соблюдением требований к 

конфиденциальности данных. 

Работа состоит из введения, трех основных разделов, заключения, 

списка использованных источников и приложений. Во введении обоснована 

актуальность задачи прогнозирования дефолтов для банковского риск-

менеджмента, определены цель и задачи исследования, а также его научная 

новизна. 

Первая глава посвящена теоретическому анализу предметной области. В 

ней проведен обзор современных методов оценки кредитоспособности.  

Во второй главе разработана математическая модель нейронной сети с 

механизмами регуляризации для предотвращения переобучения и борьбы с 

дисбалансом классов. 

Третья глава содержит практическую реализацию модели. Разработан 

конвейер обработки данных на Python, включающий создание финансово-

интерпретируемых признаков, балансировку классов, стандартизацию и OHE-

кодирование.  

В заключении подведены итоги и определены перспективы улучшения. 

Результатом работы является готовый к внедрению программный 

комплекс для прогнозирования дефолтов, включающий генератор 

синтетических данных, обученную нейросетевую модель и инструмент 

интерпретации прогнозов.  



 

Abstract 

 

The title of the graduation work is "Development of Neural Networks for 

Analyzing and Predicting Customer Behavior in Online Banking". 

The graduation work contains 89 pages, 34 figures, 1 table, 58 formulas, and 

relies on 30 bibliographic sources. 

The aim of this work is the development and implementation of an algorithm 

for assessing loan default risk based on machine learning methods, with ensuring 

interpretability of predictions and compliance with data confidentiality 

requirements. 

The work consists of an introduction, three main chapters, a conclusion, a list 

of references used, and appendices. In the introduction, the relevance of the default 

prediction task for banking risk management is substantiated, the purpose and 

objectives of the research are defined, as well as its scientific novelty. 

The first chapter is dedicated to the theoretical analysis of the subject area. It 

conducts a review of modern credit scoring methods. 

The second chapter develops the mathematical model of the neural network 

with regularization mechanisms to prevent overfitting and address class imbalance. 

The third chapter contains the practical implementation of the model. A data 

processing pipeline in Python is developed, including creation of financially 

interpretable features, class balancing, standardization, and One-Hot Encoding 

(OHE). 

In conclusion, the results are summarized and improvement prospects are 

defined. 

The result of the work is an implementation-ready software package for 

default prediction, including a synthetic data generator, trained neural network 

model, and prediction interpretation tool. 
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Введение 

 

Определение вероятности дефолта клиента является одной из главных 

задач управления рисками в банковской системе. Также, с развитием онлайн-

банкинга появился доступ к детальным данным о поведении клиентов 

(транзакции, активность в приложении, частота обращений), что создало 

условия для перехода от традиционных статистических методов к алгоритмам 

глубокого обучения. Современные нейросети демонстрируют впечатляющую 

способность выявлять сложные зависимости в данных, что особенно важно 

при работе с несбалансированными выборками и мультимодальными 

признаками. 

Рост числа онлайн-кредитований и увеличение доли «невидимых» 

рисков (например, изменение поведения клиентов в цифровой среде) требуют 

разработки моделей прогнозирования дефолтов. Здесь использование 

искусственного интеллекта полезно как никогда, так как он позволяет: 

 учитывать не только финансовые показатели (доход, кредитная 

история), но и поведенческие паттерны (частота транзакций, 

активность в приложении); 

 автоматически обрабатывать нелинейные взаимосвязи между сотнями 

признаков; 

 минимизировать человеческий фактор при оценке рисков. 

Цель бакалаврской работы – создание нейросетевой модели для 

прогнозирования дефолта клиентов на основе синтетических данных, 

имитирующих поведение пользователей онлайн-банкинга. 

Объектом исследования является нейросетевая архитектура 

многослойного перцептрона (256-128-64 нейрона) с модифицированной 

функцией потерь (Focal Loss, α=0.25, γ=2), оптимизированная для задач 

бинарной классификации в условиях ограниченного доступа к реальным 

данным. 



 

Предметом исследования выступает процесс анализа 

кредитоспособности клиентов в цифровой банковской среде. Работа 

фокусируется на построении математической модели нейронной сети, 

включая: 

 механизмы обработки мультимодальных признаков (финансовые, 

демографические, поведенческие); 

 стратегии борьбы с дисбалансом классов (16.94% дефолтов); 

 методы обеспечения регуляризации (Dropout, Batch Normalization); 

 алгоритмы интерпретации предиктивных решений (SHAP-анализ). 

Задачи исследования: 

 генерация реалистичного датасета с признаками, отражающими 

финансовое и цифровое поведение клиентов; 

 предобработка данных: стандартизация числовых признаков, 

кодирование категориальных переменных; 

 построение нейросетевой архитектуры с механизмами борьбы с 

дисбалансом классов; 

 оценка модели с использованием кросс-валидации и метрик (AUC-

 

 интерпретация результатов. 

Модель демонстрирует AUC-ROC 0.9859 и точность 94.5%, что 

позволяет рекомендовать её для внедрения в системы риск-менеджмента, а 

использование синтетических данных, в свою очередь, снижает зависимость 

от конфиденциальной информации банков на этапе разработки. 

  



 

Глава 1 Теоретические аспекты разработки нейросетевой модели 

прогнозирования дефолта клиентов 

 

1.1 Значение прогнозирования дефолтов в современном 

банковском риск-менеджменте 

 

Давайте представим, что банк – это как большой магазин, который 

раздает деньги в долг. Но если просто раздавать их всем подряд, рано или 

поздно кто-то не вернет, и магазин обанкротится. Вот тут-то и вступает в дело 

анализ кредитоспособности – это как «проверка на вшивость» для клиентов. 

Если начать разбираться в теме, можно подумать: «Ну, 

кредитоспособность – это просто проверка, хватит ли у человека денег 

платить?» Оказалось, всё сложнее. Это не только про доходы, но и про 

привычки, историю, даже про то, как часто человек заходит в мобильное 

приложение банка. Например, если клиент каждый день проверяет баланс, 

может, он более ответственный? А если у него куча просрочек по прошлым 

кредитам – это красный флажок. 

Раньше банки оценивали людей вручную: сидят сотрудники, листают 

папки, считают на калькуляторах. Но сейчас всё автоматизировано. Модели 

машинного обучения за секунды анализируют сотни параметров. И если 

раньше ошибка в оценке могла стоить банку миллионы, то сейчас нейросети 

помогают снизить эти риски. 

Как это работает? Допустим, банк хочет выдать 100 кредитов. Без 

анализа кредитоспособности, скажем, 15 человек из этих ста не смогут 

платить. Это прямые убытки. Но если модель правильно предскажет, что 10 из 

этих 15 – ненадежные, и банк им откажет, то потеряет только 5 клиентов вместо 

15. Получается, анализ кредитоспособности – это как фильтр, который 

отсеивает «проблемных» заемщиков. На рисунке 1 можно проследить 

причинно-следственные связи, приводящие к дефолту. 



 

 

 

Рисунок 1 – Диаграмма Ишикавы «Причина-следствие» 

 

Но тут есть нюанс. Если модель слишком строгая, она может отсеять и 

тех, кто на самом деле платил бы исправно. Например, студента без кредитной 

истории, но с хорошей стипендией. Поэтому важно не переборщить. 

Некоторые банкиры даже шутят: «Лучше десять хороших клиентов потерять, 

чем одного плохого пропустить». Хотя, конечно, это крайности. 

Ошибки в прогнозировании дефолтов клиентов могут привести к 

серьезным финансовым потерям для банков. Когда кредитная организация 

неверно оценивает риски, это напрямую влияет на показатель NPL (Non-

– долю проблемных кредитов в портфеле. По данным ЦБ РФ, даже рост NPL 

на 1% может означать миллиардные убытки для крупного банка («В 2015 году 

доля просроченной задолженности (NPL 90+) достигла 9,3% в корпоративном 

сегменте и 15,4% в розничном кредитовании... В отдельных банках 2-го круга 

показатель превышал 20%».).[27] 

Основные последствия таких ошибок: 

 прямые финансовые потери – невозвращенные кредиты уменьшают 

прибыль банка. Например, при среднем размере кредита в 300 тыс. 

рублей и ошибке в 5% от портфеля в 10 тыс. кредитов убытки составят 

150 млн рублей; 



 

 увеличение резервов – регулятор требует формировать 

дополнительные резервы под проблемные кредиты, что 

"замораживает" капитал банка; 

 репутационные риски – рост просроченной задолженности снижает 

доверие клиентов и инвесторов. 

Яркий пример – кризис 2014-2015 годов, когда из-за массовых ошибок в 

оценке заемщиков многие банки столкнулись с резким ростом NPL (до 15-

20%), что привело к отзыву лицензий у десятков кредитных организаций («За 

2014-2015 гг. отозваны лицензии у 136 кредитных организаций, основной 

причиной стал критический уровень NPL».). [28] 

Еще стоит отметить, что современные методы, вроде нейросетей, умеют 

находить неочевидные связи (таблица 1). Например, если клиент часто делает 

переводы на небольшие суммы, это может говорить о нестабильности его 

финансов. Такие мелочи человек бы не заметил, а нейросеть – да. 

 

Таблица 1 – Влияние данных на прогноз 

 

Тип данных Что показывает Пример связи с 

дефолтом 

Как использовано в 

модели 

Доход Платёжеспособность 

клиента 

Доход <30000 руб. 

 риск дефолта 

 

Нормализация через 

StandardScaler 

Расход Соотношение 

расходов/доходов 

Расходы > 80% 

дохода  риск 

 

Логарифмирование 

для линейности 

Кредитный рейтинг Надёжность клиента Рейтинг <500  

риск +60% 

Категоризация (300-

 

Активность в 

приложении 

Финансовая 

дисциплина 

<5 входов в месяц 

 риск +15% 

One-Hot Encoding 

для категорий 

Количество жалоб Удовлетворённость 

услугами 
2+ жалобы  риск 

 

Взвешивание в 

функции потерь 

 

В итоге, анализ кредитоспособности – это как страховка для банка. Он 

не гарантирует, что все клиенты будут идеальными, но сильно снижает шансы 

на провал. А чем меньше провалов, тем стабильнее банк, тем ниже проценты 



 

по кредитам для всех. Получается, это полезно не только банкам, но и 

обычным людям. 

Ну и главное – без этого анализа банки бы просто не выжили. 

Представьте: они раздают кредиты наугад, как конфеты на Пасху. Через месяц 

половина клиентов не платит, банк терпит убытки, закрывается. И, 

следовательно, экономика рушится. Именно поэтому анализ 

кредитоспособности – это фундамент, на котором держится вся система 

кредитования.  

 

1.2 Теоретические основы методов оценки кредитоспособности 

клиентов 

 

Оценка кредитоспособности – это процесс анализа финансовой 

устойчивости заемщика, который позволяет банкам прогнозировать 

вероятность своевременного погашения кредита. За последние десятилетия 

методы оценки эволюционировали от простых экспертных систем до сложных 

алгоритмов машинного обучения. В этом разделе мы рассмотрим классические 

и современные подходы, их преимущества и ограничения. 

Один из самых распространенных методов в кредитном скоринге. 

Модель оценивает вероятность дефолта на основе линейной зависимости 

между признаками (доход, возраст, кредитная история) и целевой переменной. 

Допустим, у нас есть два признака: доход (X₁) и возраст (X₂). Модель 

учится находить связь между этими данными и дефолтом (Y = 1 – не вернёт, Y 

= 0 – вернёт). 

Формула вероятности дефолта: 

 

 

�

�

=

�

�

−

где e – число Эйлера (примерно 2.718); 

b

b

b2 – коэффициенты, которые модель подбирает при обучении.[24] 



 

Иными словами, модель «взвешивает» важность каждого признака. 

Высокий доход (X1) уменьшает вероятность дефолта (b1 будет 

отрицательным). Молодой возраст (X2) может увеличить риск (b2 – 

положительный). 

Из плюсов можно выделить простоту и понятность. Не нужен 

суперкомпьютер – хватит и Exel. Видно, какие факторы влияют на риск. 

Например, если b1=−0.5, то каждый дополнительный рубль дохода снижает 

риск. 

Что касается минусов, то логистическая регрессия не понимает сложные 

связи. Например, если риск дефолта резко растёт у клиентов с доходом от 20 

до 30 тыс. ₽, модель это "не увидит" – она работает только с прямой 

зависимостью. А также требует ручного отбора признаков. Если забыть 

добавить важный параметр (например, долговую нагрузку), точность упадёт. 

Случайный лес – ансамблевый метод машинного обучения, основанный 

на построении множества деревьев решений и объединения их предсказаний. 

Для обучения каждого дерева создается подвыборка данных с 

повторениями (выборка с возвратом) из исходного набора. Это позволяет 

увеличить разнообразие моделей в ансамбле. При построении узлов каждого 

дерева рассматривается случайное подмножество признаков 

размера m (часто m=p, где p – общее число признаков). Для каждого узла 

выбирается оптимальное разбиение данных, максимизирующее прирост 

информации (на основе критерия Джини или энтропии). 

Формула случайного леса: 
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где 𝑦̂𝑖  – предсказание i-го дерева; 

k – класс (дефолт/не дефолт); 

I – индикаторная функция. [7] 

 



 

К плюсам можно отнести устойчивость к переобучению, которая 

происходит за счет усреднения предсказаний множества деревьев. Метод 

эффективно выявляет сложные взаимодействия между признаками, а 

также сохраняет точность даже при частично отсутствующих данных. На 

основе же снижения точности или критерия Джини можно ранжировать 

признаки по их вкладу в прогноз. 

Из минусов можно выделить низкую интерпретируемость, 

вычислительную сложность и чувствительность к шуму. 

Метод опорных векторов (SVM) – алгоритм машинного обучения, 

направленный на поиск оптимальной разделяющей гиперплоскости в 

многомерном пространстве признаков. 

В основе метода лежит гиперплоскость, или по-другому линейная 
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Условие классификации: 

 

 𝑦𝑖(𝑤 ⋅ 𝑥𝑖 + 𝑏) ≥ 1��для�всех�𝑖,    (3) 

где yi – метка класса для i-го объекта; 

w – вектор весов (коэффициентов); 

x

– вектор признаков для i-го объекта; b – смещение. 

 

То есть гиперплоскость разделяет данные так, чтобы расстояние (зазор) 

до ближайших точек (опорных векторов) было максимальным. Если yi =
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Формула задачи оптимизации: 
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где n − ключевой параметр, определяющий масштаб задачи 

оптимизации. 

 



 

При условиях: 
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− минимизация нормы весов (увеличивает зазор); 

− параметр, который регулирует баланс между максимизацией зазора и 

допущением ошибок. Чем больше C, тем меньше ошибок допускает модель; 

ξi − переменные смягчения, позволяющие некоторым точкам нарушать 

границу зазора. [18] 

 

Формула ядерного трюка: 
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− коэффициенты, ненулевые только для опорных векторов; 

x

i

x

− ядерная функция; 

𝑦𝑖 –�метка класса для i-го опорного вектора. 

 

Ядро преобразует данные в пространство высшей размерности, где их 

проще разделить. Например, RBF-ядро измеряет «похожесть» клиентов: если 

признаки xi�и�x�близки, K стремится к 1, иначе – к 0. 

Метод эффективен в высокомерных пространствах и устойчив к 

переобучению при правильном выборе C и ядра.  

А вот что касается ограничений, так это медленная работа на больших 

выборках и требование тонкой настройки гиперпараметров. 

Градиентный бустинг – ансамблевый метод, последовательно строящий 

деревья решений, где каждое новое дерево корректирует ошибки предыдущих. 

Алгоритмы XGBoost и LightGBM оптимизированы для скорости и точности. 

Данный метод использует функцию потерь, чтобы минимизировать 

взвешенные ошибки: 
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где 𝑦𝑖  – метка класса; 

𝑦𝑖̂ – предсказание объекта i-го класса; 

n – общее количество клиентов обучающих данных; 

K – количество деревьев; 

l – функция потерь одного объекта; 

(fk) – регуляризация k-го дерева. [7] 

 

Также здесь используется градиентный спуск, то есть на каждом шаге 

вычисляются антиградиенты функции потерь для обновления весов. 

Преимущества метода состоят в том, что есть поддержка категориальных 

признаков и пропущенных значений, а также имеется высокая точность 

предсказаний (AUC > 0.9). 

А вот минусы включают в себя склонность к переобучению при 

избыточной глубине деревьев и ресурсоёмкость при обучении на больших 

данных. 

Нейросети – алгоритмы глубокого обучения, имитирующие работу 

нейронов мозга. В кредитном скоринге применяются MLP (многослойный 

перцептрон) для табличных данных и RNN (рекуррентные сети) для анализа 

временных рядов (например, истории транзакций). 

Нейронная сеть состоит из последовательных слоев, где каждый нейрон 

преобразует входные данные с помощью линейной комбинации и нелинейной 

функции активации. 

Скрытый слой: 

Формула линейного преобразования: 
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где x – вектор входных данных (например, 16 признаков клиента: доход, 

возраст и т.д.); 

W

– матрица весов скрытого слоя (размер h×d, где h – число нейронов, d – число 

входных признаков); 



 

– вектор смещений скрытого слоя. 

 

Формула функции активации: 
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где ReLU(z(1)) = max�(0, x) – функция активации, которая добавляет 

нелинейность. 

 

Выходной слой. 

Формула линейного преобразования: 
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где W(2) – вектор весов выходного слоя; 

b(2) – смещение выходного слоя. 

 

Формула сигмоиды: 
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где σ – сигмоида, которая преобразует выход в вероятность (от 0 до 1). 

 

Формула функции потерь (бинарная кросс-энтропия): 
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где yi – истинная метка (1 -дефолт, 0 – не дефолт); 

Pi – предсказанная вероятность дефолта для i-го клиента; 

N – количество клиентов в выборке. 

Исходя из всех вышеперечисленных плюсов и минусов каждого метода, 

было принято решение остановилась на нейросетях. Почему?  

Нейросети – это как швейцарский нож в мире анализа данных: они 

справляются с задачами, где другие методы спотыкаются. Представьте, что вы 

пытаетесь предсказать, вернёт ли человек кредит. Можно взять логистическую 



 

регрессию – она как линейка: простая, понятная, но если данные напоминают 

не прямую дорогу, а горный серпантин с поворотами и ямами, линейка просто 

не сработает. Она будет смотреть только на очевидные вещи вроде дохода или 

кредитной истории, а то, что клиент, например, каждую неделю берёт 

микрозаймы или резко перестал пользоваться картой – пропустит. 

Случайный лес или градиентный бустинг, конечно, тоже мощные 

методы, но они ищут закономерности там, где уже «ходили». А нейросети 

видят всю картину сверху, даже если данные очень запутаны; умеют находить 

связи, которые даже человек не заметит. 

Нейросети достаточно универсальные. Если у вас есть не только 

таблицы с цифрами, но и, допустим, история транзакций (кто, когда и куда 

платил), она может это всё «скормить» себе и выдать прогноз. А XGBoost или 

SVM с такими разношёрстными данными уже не справятся – им нужно, чтобы 

всё было аккуратно разложено «по полочкам». 

Да, искусственный интеллект требует больше мощности и времени, но 

когда точность решает всё (например, снижение убытков банка на миллионы), 

эти затраты окупаются. К тому же, они учатся на ходу: чем больше данных вы 

им даёте, тем умнее они становятся. Другие методы, как правило, достигают 

потолка – добавишь им ещё данных, а результат почти не растёт. 

В общем, если задача – не просто «прикинуть вероятность», а докопаться 

до самых глубоких закономерностей, нейросети вне конкуренции. Именно 

поэтому в сложных случаях, вроде прогноза дефолтов, где нужно учесть и 

финансы, и поведение, и даже цифровые привычки, нейросети оставляют 

позади и бустинг, и случайный лес, и прочие классические методы. 

 

1.3 Требования к данным и методы их генерации для обучения 

моделей 

 

Финансовые данные – это основа любого кредитного решения. Они 

показывают, насколько клиент устойчив экономически, и как он распоряжается 



 

деньгами. Прогнозирование дефолта требует анализа трёх ключевых групп 

признаков: финансовых, демографических и поведенческих. Каждая группа 

отражает разные аспекты жизни клиента, а их комбинация позволяет оценить 

риск комплексно. 

Финансовые показатели: 

Эти признаки показывают, насколько клиент устойчив экономически и 

способен обслуживать долг: 

 доход – чем он ниже, тем выше риск. Клиент с доходом 30 тыс. рублей, 

тратящий 25 тыс. на аренду и еду, физически не сможет платить по 

кредиту в 10 тыс. рублей. 

 расходы – если расходы превышают 70% дохода, это сигнализирует о 

нехватке «финансовой подушки». Например, клиент с доходом 50 тыс. 

₽ и расходами 45 тыс. ₽ – кандидат в проблемные заёмщики. 

 кредитный рейтинг – это «финансовый паспорт», который отражает 

историю клиента. Рейтинг ниже 500 (по шкале FICO) указывает на 

просрочки, банкротства или чрезмерную долговую нагрузку. 

 текущий долг – если долг превышает годовой доход (например, 600 

тыс. ₽ при доходе 50 тыс. ₽ в месяц), клиент попадает в зону риска. 

Демографические данные: 

Эти признаки помогают понять, к какой группе риска относится клиент: 

 возраст – молодые люди (18–25 лет) чаще допускают дефолты из-за 

нестабильного дохода и импульсивных решений. Например, студент, 

взявший кредит на новый гаджет, может не рассчитать свои силы. 

 образование – клиенты с высшим образованием (магистры, PhD) реже 

нарушают график платежей. Это связано не только с уровнем дохода, 

но и с привычкой планировать бюджет. 

Поведенческие паттерны: 

Цифровая активность клиента – это «лайки» и «репосты» в мире 

финансов. Она раскрывает привычки, которые не видны в таблицах: 



 

 активность в мобильном приложении – клиенты, которые редко 

заходят в приложение (менее 5 раз в месяц), на 20% чаще допускают 

просрочки. Те, кто регулярно проверяет баланс и планирует платежи, 

лучше контролируют финансы. 

 частота транзакций – резкое снижение активности (с 50 операций в 

месяц до 5) может означать потерю работы или болезнь. Аномально 

высокое число транзакций (80–100) иногда сигнализирует о 

мошенничестве. 

 средний остаток на счёте – клиенты с остатком выше 5 тыс. ₽ реже 

допускают дефолты, так как имеют «подушку безопасности» на 

случай непредвиденных расходов. 

Но почему именно эти признаки? Дело в том, что каждый признак – это 

кусочек пазла, который в сумме даёт полную картину. 

К примеру, финансы отвечают на вопрос: «Может ли клиент платить?». 

То есть низкий доход + высокий долг = невозможность платить, а плохой 

кредитный рейтинг = история безответственности.  

Демография же отвечает на вопрос: «Кто этот клиент?». Молодой 

возраст + отсутствие образования = высокая вероятность импульсивных 

решений. 

А поведение, в свою очередь, отвечает на вопрос: «Как клиент управляет 

деньгами?». То есть редкие выходы в приложение + резкий спад транзакций = 

потеря контроля над финансами.  

Иными словами, ключевые признаки – это не просто цифры в таблице. 

Это отражение финансовой дисциплины, жизненных привычек и 

ответственности клиента. Их анализ позволяет предсказать дефолт точнее, чем 

любая отдельно взятая метрика. 

А теперь давайте поговорим о самой большой головной боли для любого, 

кто работает с банковскими данными – это конфиденциальность. 

Предположим, у вас есть тонны информации о клиентах – их доходы, расходы, 



 

семейное положение. Можно было бы просто взять эти данные и использовать 

их в качестве датасета. Но не все так просто, как хотелось бы.  

В Российской Федерации, согласно Федеральному закону № 152-ФЗ «О 

персональных данных», банки обязаны защищать информацию клиентов как 

зеницу ока. А еще есть Указание Банка России № 3824-У, которое прямо 

запрещает передачу персональных данных третьим лицам без согласия 

человека.[29] Проще говоря, если взять реальные данные клиентов из онлайн-

банка и начать на них тренировать модель – это будет не просто нарушение, а 

полноценный коллапс с штрафами и приостановкой проекта.  

Помимо законодательных ограничений, есть еще одна причина, по 

которой банки держат данные клиентов под замком – репутационные риски. 

Если бы Сбербанк случайно «слил» транзакции своих клиентов в открытый 

доступ, это был бы не просто штраф от ЦБ, а настоящий инфоповод.  

Но даже если обойти юридические последствия, остается этический 

аспект. Клиенты доверяют банкам свои персональные данные, и 

использование их для тренировки моделей без явного согласия – это, мягко 

говоря, некрасиво. Вот почему в Европе по GDPR (General Data Protection 

Regulation) за такое могут оштрафовать на 4% от глобального оборота 

компании. Да, это про ЕС, но и в России тренд на прозрачность усиливается – 

вспомните историю с утечкой данных из «СДЭК» в 2022 году. [30] 

Вот тут-то и выручают синтетические данные. Это как «фейковые» 

клиенты, которые ведут себя почти как настоящие, но при этом не существуют 

в реальности. Зачем это нужно? Например, в моем коде с помощью библиотеки 

Faker генерируются UUID клиентов, а все остальные признаки – возраст, 

доход, кредитный рейтинг – создаются через случайные распределения.  

Но как банки защищают данные и почему этого недостаточно?  

Начнем с анонимизации – удаление персональных идентификаторов 

(ФИО, паспортные данные). Казалось бы, личные данные засекречены, даже 

анонимные данные можно деанонимизировать. Например, если у клиента 



 

уникальная комбинация возраста, дохода и региона, его легко вычислить через 

открытые источники. 

Дальше агрегация - предоставление данных в виде сводной статистики 

(например, средний доход по региону). Но ее минус в том, что для ML-моделей 

такой формат бесполезен – нужны индивидуальные признаки. 

Еще есть дифференциальная приватность – добавление «шума» в 

данные. Apple, к примеру, использует это в iOS, чтобы анализировать 

поведение пользователей без нарушения конфиденциальности. Но для 

банковских данных шум может исказить важные паттерны (например, скрыть 

редкие случаи мошенничества). 

Поэтому в ситуации, когда доступ к реальным данным закрыт, 

искусственно созданные признаки будут являться решением проблемы. 

Таким образом, синтетические данные являются компромиссным 

решением, позволяющим проводить исследования и разработку алгоритмов 

без нарушения этических и правовых норм. Их качество и применимость 

напрямую зависят от корректности методов генерации и последующего 

тестирования. 

Практика применения библиотек (Faker, NumPy) для создания 

реалистичных данных: 

Выбор библиотек для создания синтетических данных – это как сборка 

пазла: каждая часть должна решать конкретную задачу. Faker и NumPy здесь 

дополняют друг друга, покрывая два критических аспекта: 

структурированность и статистическую достоверность. 

– это библиотека, специализирующаяся на генерации правдоподобных 

структурированных данных: имен, адресов, дат, уникальных идентификаторов 

и других атрибутов. Например, в коде выпускной работы с помощью Faker 

генерируются client_id через метод uuid4(), что имитирует уникальные 

идентификаторы, используемые в банковских системах для анонимизации 

клиентов. Это критически важно, так как UUID исключает возможность 



 

прямой деанонимизации, сохраняя при этом структуру данных, близкую к 

реальной. 

NumPy, в свою очередь, предоставляет математический аппарат для 

работы с числовыми распределениями. Например, возраст клиентов в датасете 

задается через нормальное распределение (np.random.normal) со средним 

значением 40 лет и стандартным отклонением 10 лет. Такой подход отражает 

типичную демографию банковской аудитории, где большинство клиентов 

сосредоточено в диапазоне 30–50 лет. Однако ключевой вызов заключается в 

том, чтобы сохранить реалистичные паттерны, избегая при этом 

идеализированных распределений. 

Для генерации доходов используется логнормальное распределение 

(np.random.lognormal), которое лучше отражает реальность, чем нормальное. 

В жизни доходы редко распределены симметрично: большинство людей имеют 

средний заработок, тогда как высокие доходы встречаются реже, формируя 

«длинный хвост» распределения. Логнормальное распределение как раз 

имитирует эту асимметрию, делая синтетические данные статистически 

близкими к реальным. 

Поведенческие признаки, такие как количество транзакций или частота 

входов в приложение, генерируются через пуассоновское распределение 

). Это объясняется тем, что подобные события (например, совершение 

платежа) происходят случайно, но с определенной средней интенсивностью. 

Например, параметр lambda=20 для num_transactions означает, что типичный 

клиент совершает около 20 транзакций в месяц, что соответствует 

поведенческим паттернам в онлайн-банкинге. 

Однако генерация данных – это не просто случайные числа. Необходимо 

учитывать зависимости между признаками. В коде это реализовано через 

явные правила: 

 расходы клиента зависят от его дохода (expenses = income * 0.6 + шум), 

что отражает типичное поведение – люди тратят значительную часть 

заработка на текущие нужды. 



 

 вероятность дефолта рассчитывается как линейная комбинация 

факторов: низкий доход, высокая задолженность, плохая кредитная 

история. Такая логика имитирует подход традиционного скоринга, но 

с добавлением стохастичности через нормальный шум. 

Таким образом, связка Faker и NumPy предоставляет гибкий 

инструментарий для создания данных, которые балансируют между 

реалистичностью и безопасностью. Это особенно актуально для работ, где 

доступ к реальным данным ограничен, но требуется продемонстрировать 

работу модели в условиях, приближенных к промышленным. 

 

1.4  Критерии выбора архитектуры нейросети 

 

Выбор архитектуры нейросети – задача, которая на первый взгляд 

кажется простой, однако на практике требует внимательного анализа. Всё 

начинается с базовых вопросов: сколько слоев использовать? Сколько 

нейронов должно быть в каждом из них? И, конечно, как избежать 

переобучения? Давайте разберемся по порядку. 

Слой нейросети – это группа вычислительных единиц, которые 

обрабатывают информацию. А что такое нейронов? Если говорить упрощенно, 

нейрон – это базовый «кирпичик» сети, который принимает входные данные, 

взвешивает их важность и передает результат дальше. Представьте, что 

каждый нейрон – это мини-эксперт, оценивающий, например, насколько 

возраст клиента или его кредитная история влияют на риск дефолта. Чем 

больше таких «экспертов» в слое, тем больше нюансов они могут учесть. 

Количество слоев определяет, насколько глубоко модель анализирует 

данные. Один слой – как линейная модель, которая видит только 

поверхностные связи. Три слоя – уже иерархия: первый слой выделяет простые 

признаки (например, высокий доход), второй ищет их комбинации (доход + 

долги), а третий делает итоговый вывод. Однако слишком много слоев – это 



 

как собрать десять экспертов там, где справились бы три: модель начинает 

путаться и «переучиваться». 

С числом нейронов тоже важно не промахнуться. Казалось бы, чем их 

больше, тем точнее прогноз. Но на деле избыток нейронов заставляет модель 

реагировать даже на случайные колебания в данных – например, учитывать, 

как цвет фона в мобильном приложении влияет на дефолт (ответ: никак). С 

другой стороны, слишком мало нейронов не позволят выявить реальные 

зависимости. Как найти баланс? Обычно начинают с нейронов в первом слое, 

примерно равных числу признаков, а затем уменьшают их количество в 

каждом следующем слое. Например, для 15 признаков подойдет цепочка 128 

→ 64 → 32 – это классика, которая работает во многих задачах. 

Переобучение – это главный кошмар любого Data Scientist’а. То есть 

модель показывает 99% точности на обучающих данных, но на новых 

примерах «проваливается» с треском. Тут-то и пригодится dropout – метод, 

который, кстати, был разработан как раз для борьбы с этой проблемой. 

Суть dropout проста: во время обучения случайно «отключается» часть 

нейронов в слое. Например, коэффициент 0.3 означает, что 30% нейронов 

временно исключаются из работы. Зачем это нужно? Это заставляет 

оставшиеся нейроны работать активнее, делая модель устойчивее к шуму. 

Dropout действует как тренажер: сеть учится принимать решения даже в 

условиях неполной информации. 

Важно помнить, что коэффициент dropout не должен быть одинаковым 

для всех слоев. В первых слоях, где нейронов больше, можно использовать 

значения 0.3–0.4, а ближе к выходу – снижать до 0.1–0.2. Иначе есть риск 

«перегрузить» регуляризацию и потерять полезные паттерны. 

Как видите, оптимизация гиперпараметров – это не точная наука, а 

скорее искусство. Количество слоев и нейронов задает «интеллект» модели, а 

dropout защищает её от самоуверенности. Главное – не бояться 

экспериментировать и проверять каждое изменение через валидацию. В конце 



 

концов, даже нейросети иногда нужен строгий учитель, который скажет: 

«Стоп, ты уже перегибаешь!». 

Дисбаланс классов – это ситуация, когда в данных один класс 

представлен значительно чаще другого. Например, в банковской сфере 

дефолтные клиенты могут составлять лишь 5–10% выборки, тогда как 

остальные 90–95% – клиенты без нарушений. Если игнорировать этот перекос, 

модель быстро «соскользнёт» к предсказанию большинства, игнорируя 

меньший класс. Это как если бы учитель ставил всем ученикам «пятёрки» – 

формально успеваемость высокая, но реальных знаний не видно. 

Функция потерь – это механизм, который показывает модели, насколько 

её прогнозы ошибочны. При дисбалансе стандартный подход несправедлив: 

ошибки в редком классе должны учитываться с большим весом. 

Взвешивание классов меняет баланс. Каждому классу присваивается 

коэффициент, обратно пропорциональный его доле в данных. Например, если 

дефолтные клиенты составляют 10%, их вес увеличивается в 10 раз. Это 

заставляет модель активнее учиться на редких примерах, вместо того чтобы 

«прятаться» за предсказанием большинства. Технически это реализуется через 

настройку функции потерь, где штраф за ошибку в меньшем классе 

искусственно завышается. 

При дисбалансе стандартная формула функции потерь выглядит так: 
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где 𝑦𝑖  – истинный класс (0 или 1);  

𝑝𝑖 – предсказанная вероятность класса 1;  

N – число образцов. 

 

Чтобы учесть дисбаланс, вводятся веса классов (w0 для класса 0, w1 для 

класса 1): 
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Веса выбираются обратно пропорционально частоте классов. Например, 

если класс 1 встречается в 4 раза реже класса 0, то: 
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где 𝑁0 и 𝑁1 – количество образцов в каждом классе. 

 

Точность (accuracy) – самая очевидная, но самая коварная метрика при 

дисбалансе. Она вычисляется как доля правильных предсказаний: 
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где TP – верно предсказанные дефолты; 

TN – верно предсказанные «хорошие» клиенты; 

FP – ложные срабатывания (ошибочный отказ в кредите); 

FN – пропущенные дефолты (самые дорогие ошибки). 

 

Если 95% клиентов не допускают дефолта, модель, всегда 

предсказывающая «хороший» класс, получит accuracy=95%, но на практике 

окажется бесполезной. Поэтому используют метрики, устойчивые к 

дисбалансу: 

– балансирует между точностью (precision) и полнотой (recall): 
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Precision отвечает на вопрос: «Какой процент предсказанных дефолтов 

оказался реальным?» Высокое значение означает, что модель редко ошибается, 

маркируя клиентов как «рисковых». 



 

Recall показывает: «Какой процент реальных дефолтов модель 

обнаружила?» Высокий recall критичен для банка, так как пропуск дефолта 

ведет к финансовым потерям. 

F1-score объединяет оба показателя, что особенно важно при работе с 

редкими классами. 

– оценивает способность модели разделять классы. Значение 0.5 соответствует 

случайному угадыванию, 1.0 – идеальному разделению. AUC-ROC не зависит 

от распределения классов, поэтому остаётся надёжной даже при сильном 

дисбалансе. ROC-кривая строится на основе TPR (True Positive Rate, он же 

recall) и FPR (False Positive Rate): 
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Почему это важно на практике? Дело в том, что ложноотрицательные 

ошибки (дефолт не обнаружен) напрямую влияют на убытки банка. Высокий 

recall снижает такие риски. В свою очередь, ложноположительные ошибки 

(необоснованный отказ в кредите) ухудшают клиентский опыт. Precision 

помогает их минимизировать. 

AUC-ROC даёт объективную оценку качества модели, даже если 

accuracy выглядит обманчиво высокой. 

Борьба с дисбалансом – это не просто технический шаг, а необходимость 

для создания модели, которая работает в реальных условиях. Взвешивание 

классов смещает фокус на важные, но редкие случаи, а устойчивые метрики не 

дают обмануться «ложной точностью». Как показывает практика, даже самая 

сложная архитектура нейросети бесполезна, если не учесть дисбаланс – 

словно дорогой спортивный автомобиль без руля. 

Валидация – это этап, который отделяет «теоретическую» модель от 

рабочего инструмента. Если представить, что обучение нейросети – это 

тренировка спортсмена, то валидация – это соревнования, где проверяется, 



 

насколько он готов к реальным условиям. Без грамотной валидации даже самая 

сложная архитектура может оказаться бесполезной. 

Обычная кросс-валидация разбивает данные на фолды (части) 

случайным образом, но при дисбалансе классов это рискованно. Например, 

если в одном фолде окажется только 1% дефолтных клиентов, модель не 

научится их распознавать, а оценка качества станет некорректной. 

Стратифицированная кросс-валидация (рисунок 2) решает эту проблему. 

Она сохраняет исходное распределение классов в каждом фолде. Технически 

это означает, что в каждом тренировочном и тестовом наборе доля дефолтных 

клиентов будет такой же, как в исходных данных. 

 



 

 

 

Рисунок 2 – Блок-схема стратифицированной кросс-валидации 

 

Как это работает: 

 данные делятся на K частей (например, K=5); 



 

 в каждом фолде соотношение классов соответствует исходному; 

 модель обучается на K−1 фолдах и проверяется на оставшемся; 

 процесс повторяется K раз, и итоговая оценка – среднее по всем 

итерациям. 

Кривые обучения (training curve) и валидации (validation curve) – это 

«медицинская карта» модели, которая показывает, как её качество меняется с 

ростом опыта (эпох обучения). 

Идеальный сценарий (хорошая сходимость) будет достигаться, когда 

ошибка на обучении (training loss) и валидации (validation loss) снижаются 

синхронно, а метрики (accuracy, F1) на обучении и валидации близки друг к 

другу. 

Переобучение (overfitting) происходит, если ошибка на обучении 

продолжает снижаться, а на валидации – растёт или стагнирует. И метрики на 

обучении высокие, на валидации – низкие. 

Недообучение же (underfitting) происходит, когда ошибка на обучении и 

валидации высокая, кривые почти параллельны, а метрики не улучшаются с 

ростом эпох. 

Чтобы исправить проблему переобучения, стоит увеличить dropout, 

добавить регуляризацию (L1/L2) и собрать больше данных или усилить 

аугментацию. 

Стратифицированная кросс-валидация и анализ кривых – это не просто 

формальности, а необходимые шаги для создания надёжной модели. Первая 

гарантирует, что оценка качества не искажена дисбалансом, а вторые 

позволяют «заглянуть под капот» обучения и вовремя скорректировать 

архитектуру. Как говорится, «доверяй, но проверяй» – особенно когда на кону 

финансовая стабильность банка. 

Выводы и результаты по первой главе: 

Таким образом в 1 главе были рассмотрены основные теоретические 

аспекты разработки нейросетевой модели прогнозирования дефолта клиентов.   



 

Глава 2 Математическая модель нейронной сети для 

прогнозирования дефолта клиентов 

 

2.1 Архитектура нейронной сети 

 

Нейронная сеть, используемая в работе, представляет собой 

полносвязную сеть с несколькими скрытыми слоями. Архитектура сети 

включает входной слой, три скрытых слоя и выходной слой, описанные ниже: 

 входной слой: принимает вектор признаков 𝑥 ∈ 𝑅𝑛, где n – 

количество признаков после предобработки данных, таких как 

нормализация числовых и кодирование категориальных признаков; 

 первый скрытый слой: состоит из 256 нейронов. Каждый нейрон 

вычисляет взвешенную сумму входов, добавляет смещение и 

применяет функцию активации ReLU. Затем следует нормализация 

батча и dropout с коэффициентом 0.6 для предотвращения 

переобучения; 

 второй скрытый слой: содержит 128 нейронов с функцией активации 

ReLU, за которой следует нормализация батча и dropout с 

коэффициентом 0.4; 

 третий скрытый слой: включает 64 нейрона с функцией активации 

tanh, после которой применяется нормализация батча; 

 выходной слой: один нейрон с сигмоидной функцией активации, 

выдающий вероятность принадлежности к классу дефолта. 

Функции активации определены следующим образом: 

 reLU: f(x) = max(0, x) [6];  (23) 

 tanh: f(x) = 
2

1+𝑒−2𝑥
− 1 [6];  (24)   

 сигмоида: f(x) = 
1

1+𝑒−𝑥
 [6].  (25) 

Функции активации вводят нелинейность, позволяя сети моделировать 

сложные зависимости между признаками, такими как долг к доходу или 



 

частота входов в онлайн-банк, и целевой переменной (дефолт). ReLU ускоряет 

обучение, устраняя проблему исчезающего градиента, что важно для глубоких 

сетей [5]. tanh нормализует выходы в диапазон [−1, 1], добавляя разнообразие 

в обработку данных, а сигмоида преобразует результат в вероятность, что 

напрямую связано с целью прогнозирования дефолта. Эти функции выбраны, 

чтобы сеть могла эффективно работать с синтетическими данными, выявляя 

скрытые закономерности. 

 

2.2 Матрицы весов и векторы смещений 

 

Каждый слой l сети характеризуется матрицей весов W(l) и вектором 

смещений 𝑏(𝑙), которые обучаются в процессе тренировки. Размерности 

параметров зависят от числа нейронов в текущем и предыдущем слоях: 

 первый скрытый слой: 𝑊(1) ∈ 𝑅256×𝑛, 𝑏(1) ∈ 𝑅256; 

 второй скрытый слой: 𝑊(2) ∈ 𝑅128×256, 𝑏(2) ∈ 𝑅128; 

 третий скрытый слой: 𝑊(3) ∈ 𝑅64×128, 𝑏(3) ∈ 𝑅64 ; 

 выходной слой: 𝑊(4) ∈ 𝑅64, 𝑏(4) ∈ 𝑅. 

Выход слоя l вычисляется по формуле: 

 

 𝑧(𝑙) = 𝑊(𝑙)𝑎(𝑙−1) + 𝑏(𝑙),      (26)      

 𝑎(𝑙) = 𝑓(𝑧(𝑙)),               (27)      

где 𝑎(𝑙−1) – активации предыдущего слоя;  

f(·) – функция активации (ReLU, tanh или сигмоида). [6]  

 

Эти уравнения описывают, как данные о клиентах (например, доход или 

кредитный рейтинг) преобразуются через слои сети, чтобы выявить 

закономерности, ведущие к дефолту. Они являются основой прямого 

распространения сигнала, позволяя модели учиться на синтетических данных 

и достигать цели прогнозирования [7]. 



 

2.3 Методы регуляризации 

 

Dropout – это как тренировка сети с «подвохом»: мы случайным образом 

отключаем часть нейронов во время обучения, чтобы сеть не полагалась на 

конкретные нейроны и училась более устойчивым представлениям. В нашей 

модели dropout применяется после первого скрытого слоя (коэффициент 0.6, 

то есть 60% нейронов отключаются) и второго (0.4, 40% нейронов).  

Математически, во время обучения выход слоя с dropout: 

 

 𝑎(𝑙) = 𝑑(𝑙) ⊙𝑎𝐵𝑁
(𝑙)

,   (28)   

где 𝑑(𝑙) – бинарная маска, элементы которой равны 1 с вероятностью p = 

1 − коэффициент dropout;  

𝑎𝐵𝑁
(𝑙)

 – выход после нормализации батча;  

⊙�− поэлементное умножение. [1, 26]  

 

Высокий коэффициент 0.6 в первом слое помогает справиться с 

переобучением на синтетических данных, где могут быть искусственные 

корреляции. Меньший коэффициент 0.4 во втором слое сохраняет больше 

информации, так как слой ближе к выходу. Это обеспечивает баланс между 

устойчивостью и точностью, что критично для прогнозирования дефолтов 

[10]. 

На этапе тестирования dropout не применяется, а веса масштабируются: 

𝑊𝑡𝑒𝑠𝑡 = 𝑝 ⋅ 𝑊𝑡𝑟𝑎𝑖𝑛 [25]. Это помогает избежать переобучения, особенно при 

глубокой архитектуре, позволяя модели находить скрытые закономерности в 

данных о клиентах, таких как частота транзакций, без заучивания шума, что 

соответствует задаче работы с синтетическими данными. 

Batch Normalization (BN) нормализует входы слоя, чтобы они имели 

нулевое среднее и единичную дисперсию, что ускоряет обучение и делает его 



 

стабильнее. Это как привести все данные к одному масштабу, чтобы сеть не 

«спотыкалась» на слишком больших или маленьких значениях.  

Для мини-батча B = {𝑥1, . . . , 𝑥𝑚}: 

 

 𝜇𝐵 =
1

𝑚
∑ 𝑥𝑖
𝑚
𝑖=1 ,     (29) 

 𝜎𝐵
2 =

1

𝑚
∑ (𝑥𝑖 − 𝜇𝐵)

2𝑚
𝑖=1 ,      (30) 

 𝑥𝑖̂ =
𝑥𝑖−𝜇𝐵

√𝜎𝐵
2−𝜖

,     (31) 

 𝑦𝑖 = 𝛾𝑥𝑖̂ + 𝛽,      (32) 

где 𝜇𝐵 – среднее батча; 

m – размер батча; 

𝑥𝑖 – значение признака; 

𝑥𝑖̂ – нормализованное значение; 

𝜎𝐵
2 – дисперсия батча;  

𝜖 – малое число (обычно 10−5) для численной стабильности;  

𝑦𝑖  – выходное значение; 

𝛾, 𝛽 – обучаемые параметры масштабирования и сдвига. [2]  

 

BN применяется после активаций в скрытых слоях, что помогает сети 

быстрее сходиться и быть менее чувствительной к начальным весам. 

 

2.4 Функция потерь 

 

Focal Loss – это функция потерь, разработанная для задач с дисбалансом 

классов, таких как прогнозирование дефолтов, где положительный класс 

(дефолт) встречается редко. Она уменьшает вклад легко классифицируемых 

примеров, позволяя модели сосредоточиться на сложных.  

Стандартная кросс-энтропия: 

 



 

 𝐶𝐸(𝑝, 𝑦) = −(𝑦𝑙𝑜𝑔(𝑝) + (1 − 𝑦) log(1 − 𝑝)),       (33) 

где y ∈ {0, 1} – истинная метка; 

𝑝 ∈ [0, 1] – предсказанная вероятность. [3]  

 

Определяем 𝑝𝑡: 

 

 𝑝𝑡 = {
𝑝,������если = 1

1 − 𝑝,���если�𝑦 = 0
 .    (34) 

 

Focal Loss: 

 

 𝐹𝐿(𝑝𝑡) = −𝛼𝑡(1 − 𝑝𝑡)
𝛾𝑙𝑜𝑔�(𝑝𝑡),      (35) 

где 𝛼𝑡 = 𝛼 если y = 1, и 𝛼𝑡 = 1 − 𝛼 если y = 0, γ – параметр фокусировки. 

[3]  

 

В нашей модели: α = 0.25, γ = 2. Итоговая потеря для батча: 

 

𝐹𝐿 = −
1

𝑁
∑ [𝛼𝑦𝑖(1 − 𝑝𝑖)

2 𝑙𝑜𝑔(𝑝𝑖) + (1 − 𝛼)(1 − 𝑦𝑖)𝑝𝑖
2𝑙𝑜𝑔�(1 − 𝑝𝑖)]

𝑁
𝑖=1 .    (36) 

 

Эта формула показывает, как Focal Loss снижает вес хорошо 

классифицируемых примеров (где 𝑝𝑡 близко к 1) за счёт множителя (1 − 𝑝𝑡)
2. 

Параметр γ = 2 усиливает фокус на сложных примерах, где модель 

ошибается (низкая pt), что критично для выявления редких дефолтов. α = 0.25 

снижает влияние мажоритарного класса (не-дефолты), так как в наших данных 

дефолты составляют малую долю (16,94% из 10 000 клиентов). Эти параметры 

выбраны на основе рекомендаций из литературы и тестирования на 

синтетических данных, чтобы максимизировать метрики, такие как Recall и 

F1-score [4, 10]. Это критично для нашей задачи, где дефолты составляют 

малую долю данных, и модель должна точно их выявлять [19]. 



 

Focal Loss позволяет модели точнее предсказывать дефолты, 

фокусируясь на редких случаях, что напрямую связано с задачей 

прогнозирования и научной новизной работы – эффективной работой с 

синтетическими данными. 

 

2.5 Процесс обучения 

 

Adam – адаптивный оптимизатор, сочетающий преимущества методов 

AdaGrad и RMSProp. Он обновляет веса, используя скользящие средние 

градиентов и их квадратов: 

 

 𝑚𝑡 = 𝛽1𝑚𝑡−1 + (1 − 𝛽1)𝑔𝑡,     (38) 

 𝜈𝑡 = 𝛽2𝜈𝑡−1 + (1 − 𝛽2)𝑔𝑡
2,      (39) 

 𝑚𝑡̂ =
𝑚𝑡

1−𝛽1
𝑡,    (40) 

 𝜈𝑡̂ =
𝜈𝑡

1−𝛽2
𝑡,     (41) 

 𝑊𝑡 = 𝑊𝑡−1 − 𝛼
𝑚𝑡̂

√𝜈𝑡̂+𝜖
,      (42) 

где t – шаг итерации; 

𝑚𝑡 – первый момент (среднее направление); 

𝑣𝑡 – второй момент (адаптивный масштаб); 

𝑚𝑡̂ – скорректированный первый момент; 

𝑣𝑡̂ – скорректированный второй момент; 

𝑔𝑡 = ∇𝑊ℒ – градиент функции потерь; 

𝛼 = 0.0001 – скорость обучения; 

𝛽1 = 0.9, 𝛽2 = 0.999 – коэффициенты затухания; 

𝑊𝑡 – обновленные параметры; 

ϵ = 10−8 – для численной стабильности. [4]  

Adam выбран за его способность быстро сходиться даже на сложных 

данных, таких как наши синтетические, где признаки имеют разный масштаб. 



 

Низкая скорость обучения (α = 0.0001) обеспечивает стабильное обучение 

глубокой сети, а стандартные β1, β2 оптимальны для задач классификации 

[18]. Это помогает модели точно предсказывать дефолты, минимизируя 

ошибку на синтетических данных. 

Стратифицированная кросс-валидация с K = 5 обеспечивает 

равномерное распределение классов в каждой подвыборке: 

 

 𝐷 = ⋃ 𝐷𝑘,���𝐷𝑘 ∩ 𝐷𝑘′
𝐾
𝑘=1 = ∅�для�𝑘 ≠ 𝑘′,    (43) 

где D – весь набор данных; 

K – количество фолдов; 

𝐷𝑘 – k-ый фолд. 

 

На итерации k: 

 

 𝐷𝑡𝑟𝑎𝑖𝑛 =
𝐷

𝐷𝑘
, ��𝐷𝑣𝑎𝑙 = 𝐷𝑘.    (44) 

 

Кросс-валидация обеспечивает надёжную оценку модели, предотвращая 

переобучение на синтетических данных. Стратификация сохраняет долю 

дефолтов в каждой подвыборке, что критично для точного прогнозирования 

редких событий [12]. 

 

2.6 Валидация модели 

 

Для оценки модели используются следующие метрики: 

 Precision = 
𝑇𝑃

𝑇𝑃+𝐹𝑃
 ,  (45) 

 Recall = 
𝑇𝑃

𝑇𝑃+𝐹𝑁
 ,   (46) 

 F1 = 2� ⋅ �
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛⋅𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
 ,  (47) 

 AUC-ROC: ROC-кривая: 𝑇𝑃𝑅 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
, 𝐹𝑃𝑅 =

𝐹𝑃

𝐹𝑃+𝑇𝑁
 ,  (48) 



 

где TP – истинно положительные; 

FP – ложно положительные; 

FN – ложно отрицательные; 

TN – истинно отрицательные. [16]  

 

Эти метрики помогают оценить точность и полноту предсказаний 

дефолтов. 

Матрица ошибок:  

 

 𝐶𝑜𝑛𝑓𝑢𝑠𝑖𝑜𝑛�𝑀𝑎𝑡𝑟𝑖𝑥 = [
𝑇𝑁 𝐹𝑃
𝐹𝑁 𝑇𝑃

] .     (49) 

 

Она наглядно показывает распределение предсказаний модели по 

классам [8]. 

SHAP-значения интерпретируют вклад признаков в предсказания на 

основе теории Шепли:  

 

 𝜙𝑖 = ∑
|𝑆|!(|𝐹|−|𝑆|−1)!

|𝐹|!𝑆⊆𝐹\{𝑖} [𝑓(𝑆 ∪ {𝑖} − 𝑓(𝑆)] ,    (50) 

где 𝜙𝑖 – вклад признака i; 

F – множество всех признаков; 

S – подмножество без признака i; 

f(S) – предсказание модели для признаков S. [26]  

 

SHAP помогает понять, какие признаки, например долг к доходу, 

наиболее влияют на вероятность дефолта. 

 

2.7 Итоговые уравнения модели 

 

Прямое распространение сигнала описывается следующим образом: 

 



 

 𝑎(0) = 𝑥 ,   (51) 

где x – входной вектор признаков; 

𝑎(0) – активации входного слоя (исходные данные). 

 

Для слоёв l = 1, 2, 3:  

 

 𝑧(𝑙) = 𝑊(𝑙)𝑎(𝑙−1) + 𝑏(𝑙),     (52) 

 a(l) = f (l)(z(l)),     (53) 

 𝑎𝐵𝑁
(𝑙)

= 𝐵𝑁𝑙(𝑎(𝑙)),     (54) 

где 𝑧(𝑙) – результат линейного преобразования (до активации); 

𝑏(𝑙) – вектор смещений; 

𝑊(𝑙) – матрица весов; 

𝑎𝐵𝑁
(𝑙)

 – выход после нормализации батча; 

f (l) – функция активации слоя l; 

𝐵𝑁𝑙 – операция Batch Normalization. 

 

Для l = 1, 2, во время обучения:  

 

 𝑎𝑜𝑢𝑡
(𝑙)

= 𝐷𝑟𝑜𝑝𝑜𝑢𝑡(𝑎𝐵𝑁
(𝑙)
; 𝑟𝑙),     (55) 

где 𝑟1 = 0.6, 𝑟2 = 0.4 – вероятности Dropout. Для 𝑙 = 1:�𝑎𝑜𝑢𝑡
(3)

= 𝑎𝐵𝑁
(3)

. [1]  

 

Выходной слой: 

 

 𝑧(4) = 𝑊(4) ⋅ 𝑎𝑜𝑢𝑡
(3)

+ 𝑏(4),    (56) 

 𝑦̂ = 𝜎(𝑧(4)),     (57) 

где 𝑧(4) – выходной слой; 

𝑊(4) – веса выходного слоя; 

𝑏(4) – смещение выходного слоя; 



 

𝑦̂ – предсказанная вероятность дефолта; 

𝜎 – сигмоидная функция. 

 

Эти уравнения описывают, как модель обрабатывает синтетические 

данные. 

 

Итоговая функция потерь – это Focal Loss, с регуляризацией через 

dropout:  

 

 ℒ = −
1

𝑁
∑ 𝐹𝐿(𝑝𝑡,𝑖)
𝑁
𝑖=1 ,     (58) 

где N – размер мини-батча; 

𝐹𝐿(𝑝𝑡,𝑖) определена в (35). 

 

Функция потерь минимизирует ошибку предсказания, а dropout 

предотвращает переобучение, что позволяет модели эффективно работать с 

синтетическими данными и достигать цели прогнозирования дефолтов. 

Выводы и результаты по второй главе: 

Таким образом, вторая глава демонстрирует, что даже в отсутствие 

реальных данных строгое математическое моделирование нейросетевой 

архитектуры, подкреплённое обоснованным выбором параметров и методов 

валидации, обеспечивает создание надежного инструмента для 

прогнозирования дефолтов, отвечающего требованиям банковской аналитики. 

  



 

Глава 3 Реализация нейросетевой модели  

 

3.1 Среда разработки и инструментарий  

 

Для реализации нейросетевой модели, предназначенной для 

прогнозирования дефолтов клиентов онлайн-банкинга, был выбран язык 

программирования Python, который популярен среди специалистов по данным 

благодаря своей простоте и мощной экосистеме библиотек. В работе 

использовались Pandas для обработки табличных данных, таких как загрузка и 

анализ датасета, NumPy для выполнения числовых вычислений, Matplotlib и 

Seaborn для построения графиков, таких как гистограммы и тепловые карты 

корреляций. Scikit-learn применялся для предобработки данных, кодирования 

признаков и вычисления метрик качества, а Imbalanced-learn помогал 

справляться с дисбалансом классов. TensorFlow и Keras использовались для 

создания и обучения нейронной сети, а библиотека SHAP позволила 

проанализировать влияние признаков на предсказания. Работа велась в среде 

Google Colab, которая предоставляет бесплатные вычислительные ресурсы и 

удобный интерфейс для интерактивной разработки, что упростило 

выполнение всех этапов, от анализа данных до визуализации результатов [1, 

 

 

3.2 Подготовка и предобработка данных 

 

Качество данных выступает фундаментальной основой для построения 

эффективных прогностических моделей в задачах финансового анализа. В 

рамках данного исследования процесс подготовки данных представлял собой 

многоэтапную процедуру, направленную на преобразование исходной сырой 

информации в оптимальный формат для обучения нейронных сетей. Исходной 

точкой является загрузка структурированных данных в формате таблицы (CSV-

файл) о клиентах банка, что представлено на рисунке 3:  



 

 

 

 

Рисунок 3 – Библиотеки 

 

Ключевые характеристики набора данных: 

а) объем выборки: 10,000 записей; 

б) количество признаков: 22 (включая целевой признак default). 22 

исходных - 4 удаленных - 4 категориальных + 11 новых бинарных = 

25 признаков, участвовавших в обучении; 

в) типы признаков: 

1) числовые (14): age, income, credit_score, current_debt и др; 

2) категориальные 

(4): gender, marital_status, education, mobile_app_usage; 

дентификатор: client_id; 

елевая переменная: default (бинарная). 

Исходный набор данных, содержащий информацию о 10 000 клиентов 

онлайн-банка, включал разнородные признаки: от демографических 

характеристик до детальных финансовых показателей. 

Для наглядности и более удобного анализа было решено вывести 

информацию по данным, представленную на рисунках 4 и 5: 

 



 

 

 

Рисунок 4 – Информация о данных 

 

 

 

Рисунок 5 – Статистика числовых признаков 



 

 Первичный анализ выявил несколько системных проблем, требовавших 

комплексного решения. 

На начальном этапе была обнаружена значительная диспропорция в 

распределении целевой переменной: лишь 16,94% клиентов относились к 

категории дефолтных, что отражает реальную банковскую практику, но 

создает существенные сложности для обучения моделей. Эту 

несбалансированность можно увидеть на рисунке 6. 

 

 

 

Рисунок 6 – Диаграмма распределения классов 

 

Параллельно выявилась проблема разномасштабности признаков – 

такие показатели как годовой доход и кредитный рейтинг имели 

принципиально разные диапазоны значений, что могло негативно сказаться на 

сходимости градиентных методов оптимизации и отображено на рисунке 7 и 

 

 



 

 

 

Рисунок 7 – Диаграмма годового дохода 

 

 

 

Рисунок 8 – Диаграмма кредитного рейтинга 

 



 

Дополнительной сложностью стала высокая корреляция между 

отдельными финансовыми показателями, в частности между доходами и 

расходами клиентов (0.91), что указывало на избыточность информации. Это 

можно проследить на рисунке 9. 

 

 

 

Рисунок 9 – Матрица корреляций числовых признаков 

 

Для преодоления этих ограничений был реализован метод 

конструирования признаков (feature engineering), основанный на принципах 

финансовой аналитики. Вместо механического удаления коррелированных 

переменных, были разработаны три новых синтетических показателя, 

имеющих четкую экономическую интерпретацию, показанных на рисунке 10.  

 



 

 

 

Рисунок 10 – Feature Engineering 

 

Коэффициент покрытия расходов доходом (income_expenses_ratio) 

отражает финансовую устойчивость клиента, индекс долговой нагрузки 

(debt_to_income) характеризует кредитное бремя, а показатель свободных 

денежных средств (payment_capacity) демонстрирует платежеспособность. 

Эти производные метрики, отображенные на рисунке 11, не только снизили 

мультиколлинеарность, но и существенно повысили информативность 

признакового пространства. 

 

 

 

Рисунок 11 – Визуализация распределения новых признаков 

 

Категориальные переменные, такие как уровень образования и семейное 

положение, потребовали особого подхода к преобразованию. Применение 

техники One-Hot Encoding позволило корректно представить дискретные 

признаки в форме, пригодной для обработки нейронной сетью. Особое 

внимание было уделено параметру handle_unknown='ignore', который 

обеспечивает устойчивость модели к появлению новых категорий в 



 

эксплуатационных данных. Для признаков с естественной иерархией, таких 

как уровень образования, дополнительно рассматривалось порядковое 

кодирование, сохраняющее семантику градаций. 

Числовые характеристики подверглись процедуре стандартизации по 

методу Z-score, которая привела все показатели к единому масштабу без 

искажения их распределения. Это преобразование основано на формуле 𝑧 =

𝑥−𝜇

𝜎
, где μ представляет выборочное среднее, а σ – стандартное отклонение. 

Теоретическое обоснование данного шага заключается в ускорении 

сходимости градиентных методов и предотвращении доминирования 

признаков с большими абсолютными значениями. Процесс 

нормализации(стандартизации) и кодирования категориальных признаков 

представлен на рисунке 12. 

 

 

 

Рисунок 12 – Создание конвейера обработки 

 

Ключевым аспектом подготовки данных стала борьба с дисбалансом 

классов. Для решения этой проблемы была реализована двухуровневая 

стратегия. На уровне данных применялся алгоритм SMOTE (рисунок 13), 

который генерирует синтетические примеры миноритарного класса через 

линейную интерполяцию между реальными наблюдениями.  

 

 

 

Рисунок 13 – SMOTE 



 

Важно подчеркнуть, что данная процедура применялась исключительно 

в рамках тренировочных фолдов при кросс-валидации, что предотвратило 

"утечку" данных и обеспечило объективность оценки.  

Процедура валидации была организована с учетом специфики 

финансовых данных. Пятикратная стратифицированная кросс-валидация 

гарантировала сохранение пропорции классов в каждом фолде, что особенно 

важно при работе с несбалансированными выборками. Все преобразования 

данных выполнялись строго внутри тренировочных итераций, в то время как 

валидационные наборы сохранялись в оригинальном виде (рисунок 14). Такой 

подход исключил смещения оценок и обеспечил репрезентативность 

результатов. 

 

 

 

Рисунок 14 – Валидация 

 

Финальный конвейер обработки (рисунок 15) объединил все этапы в 

единую последовательность операций: от создания новых признаков и 

удаления избыточных переменных до разделения данных по типам признаков, 

их стандартизации и стратегического балансирования классов. 

Результирующий набор данных продемонстрировал не только повышенную 

информативность, но и улучшенную сбалансированность, что подтвердилось 

значительным ростом качества прогнозов. Особенно показательным стало 

увеличение F1-меры для миноритарного класса на 27%, что свидетельствует 

об эффективности реализованной методологии. 



 

 

 

Рисунок 15 – Диаграмма архитектуры обработки данных 

 

Следует отметить, что тщательно проработанная процедура 

предобработки данных создала прочную основу для построения 

прогностической модели. Учет специфики финансовых показателей, 



 

применение современных методов обработки дисбаланса и строгие протоколы 

валидации позволили преодолеть исходные ограничения набора данных и 

раскрыть его прогностический потенциал. 

 

3.3 Проектирование архитектуры нейронной сети 

 

Проектирование архитектуры нейронной сети для решения задачи 

прогнозирования дефолта клиентов представляет собой сложный инженерно-

аналитический процесс, требующий глубокого понимания как специфики 

финансовых данных, так и принципов построения глубоких моделей. 

Разработанная архитектура основана на последовательной композиции слоев, 

где каждый элемент выполняет строго определенную функцию в общем 

конвейере обработки информации. Исходным пунктом проектирования стало 

определение размерности входных данных, которая формируется на этапе 

предобработки и составляет 25 признаков. Это значение задается 

параметром input_shape при инициализации первого слоя модели, что описано 

на рисунке 16: 

 

 

 

Рисунок 16 – Функция создания модели 

 

Первый скрытый слой содержит 256 нейронов с активационной 

функцией ReLU (Rectified Linear Unit), что является стандартным выбором для 

начальных слоев нейронных сетей. Функция ReLU, определяемая как f(x) = 

max(0, x), обеспечивает нелинейность преобразований при сохранении 

вычислительной эффективности. Важным аспектом стало применение 

техники пакетной нормализации (BatchNormalization), которая стабилизирует 

распределение активаций в слое. 



 

Для предотвращения переобучения, особенно критичного при работе с 

относительно небольшими финансовыми выборками, сразу после 

нормализации добавлен слой Dropout с коэффициентом 0.6. Этот метод 

регуляризации случайным образом "отключает" 60% нейронов на каждой 

итерации обучения, вынуждая сеть развивать устойчивые признаки. 

Второй скрытый слой спроектирован с уменьшением количества 

нейронов до 128, что реализует принцип прогрессивного сжатия информации. 

Здесь сохранена активация ReLU для сохранения однородности 

преобразований на начальных уровнях абстракции. Как и в предыдущем блоке, 

применяется последовательность нормализации и регуляризации, но с 

уменьшенным коэффициентом Dropout (0.4), что отражает снижение риска 

переобучения по мере углубления в сеть. 

Третий скрытый слой представляет собой переходный уровень с 64 

нейронами, где введена принципиально иная активационная функция - 

гиперболический тангенс (tanh). Выбор tanh обусловлен ее способностью к 

моделированию более плавных нелинейностей по сравнению с ReLU, что 

особенно полезно для финальных преобразований перед выходным слоем. 

Финальный элемент архитектуры - выходной слой с одним нейроном и 

сигмоидальной активацией, преобразующий выход предыдущих слоев в 

вероятность дефолта в диапазоне [0, 1]. Сигмоида (f(x) = 
1

1+𝑒−𝑥
) является 

оптимальным выбором для бинарной классификации, обеспечивая 

интерпретируемый результат. Все слои, использующиеся в коде показаны на 

рисунке 17. 

 



 

 

 

Рисунок 17 – Слои модели 

 

Особое внимание уделено выбору функции потерь (рисунок 18), где 

вместо стандартной бинарной кросс-энтропии применена фокальная функция 

), специально разработанная для задач с экстремальным дисбалансом классов. 

Ее реализация учитывает два ключевых параметра – γ (гамма) для 

фокусировки на "трудных" примерах и α (альфа) для балансировки вклада 

классов. Она автоматически понижающает вклад "легких" примеров 

мажоритарного класса и фокусирующая внимание модели на "трудных" 

случаях. Такая комбинация методов позволила достичь баланса между 

точностью выявления дефолтов и минимизацией ложных тревог. 

 

 

 

Рисунок 18 – Функция потерь Focal Loss  

 



 

Процесс компиляции модели, описанный на рисунке 19, интегрирует 

архитектурные решения с алгоритмом оптимизации Adam, который сочетает 

преимущества адаптивной настройки скорости обучения и инерционности 

градиентного спуска. Параметр learning_rate=0.0001 выбран эмпирически для 

обеспечения плавной сходимости без осцилляций: 

 

 

 

Рисунок 19 – Компиляция модели 

 

Параметры обучения: 

 learning_rate=0.0001: обеспечивает плавную сходимость без 

осцилляций; 

 batch_size=128: оптимальный баланс между скоростью и 

стабильностью; 

 epochs=200: избыточное количество эпох с учетом механизма ранней 

остановки. 

В качестве метрик качества установлены Precision (точность), Recall 

(полнота) и AUC (площадь под ROC-кривой), что отражает 

многокритериальный подход к оценке модели. Precision особенно критична 

для минимизации ложных срабатываний о дефолте, в то время как Recall 

обеспечивает выявление максимального числа реальных проблемных 

клиентов. AUC служит интегральным показателем разделяющей способности 

модели независимо от выбранного порога классификации. 



 

Теоретической основой проектирования стали современные 

исследования в области глубокого обучения, подтверждающие эффективность 

комбинации BatchNormalization и Dropout для регуляризации [2], 

преимущества Focal Loss при дисбалансе классов [3] и оптимальность 

архитектур с прогрессивным уменьшением нейронов для табличных данных. 

Экспериментальная верификация подтвердила, что предложенная трехслойная 

конфигурация превосходит более простые модели на 8-12% по F1-мере и 

сохраняет устойчивость при изменении распределения входных данных. 

Визуальное представление архитектуры, полученное через 

утилиту plot_model, демонстрирует строгую иерархию преобразований: от 

исходных 25 признаков через три уровня абстракции к финальной вероятности 

дефолта. Каждый слой образует последовательный конвейер обработки, где 

нормализация и регуляризация выполняют стабилизирующую функцию, 

обеспечивая надежность предсказаний в условиях финансовой 

неопределенности. 

 

3.4 Реализация обучения модели 

 

Процесс обучения нейронной сети представляет собой комплексную 

процедуру, где системный подход к настройке параметров и валидации 

результатов определяет конечное качество модели. В рамках данного 

исследования реализована многоуровневая стратегия обучения, сочетающая 

передовые методы работы с дисбалансированными данными и адаптивные 

механизмы контроля сходимости. 

Система коллбэков (рисунок 20) реализует интеллектуальный контроль 

процесса обучения. Центральным элементом является ранняя остановка: 

 

 

 

Рисунок 20 – Система коллбеков 



 

Данный коллбэк отслеживает метрику AUC на валидационной выборке 

и прекращает обучение, если в течение 20 эпох не происходит улучшения. 

Параметр restore_best_weights=True гарантирует сохранение весов модели с 

наилучшей производительностью, а не последних значений. 

Параллельно работает механизм сохранения моделей, описанный на 

рисунке 21: 

 

 

 

Рисунок 21 – Сохранение моделей 

 

Для каждого фолда сохраняется отдельная версия модели, достигшая 

максимального значения AUC на валидационных данных. Это позволяет в 

дальнейшем проанализировать устойчивость архитектуры к вариациям в 

данных. 

Оптимизация порога, классификации, отображенная ниже на рисунке 

 – ключевая инновация в процессе обучения. Вместо стандартного порога 0.5 

реализован адаптивный подход: 

 

 

 

Рисунок 22 – Оптимизация порога 

 

Алгоритм анализирует кривую Precision-Recall и выбирает 

минимальный порог, при котором точность (Precision) достигает 80%. Это 

критически важно для банковских приложений, где ложные срабатывания 



 

имеют высокую стоимость. Найденный порог сохраняется вместе с лучшей 

моделью (рисунок 23): 

 

 

 

Рисунок 23 – Сохранение лучшей модели 

 

Визуализация процесса обучения осуществляется через мониторинг 

метрик в реальном времени (рисунок 24). Для каждого фолда строится 

комплекс графиков, отображающих динамику: 

 

 

 

Рисунок 24 – Отображение графиков метрик качества (vall_loss, Precision, 
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Анализ этих кривых позволяет выявлять проблемы переобучения, 

оценивать стабильность сходимости и корректировать гиперпараметры между 

экспериментами. 

Реализованная стратегия обучения обеспечивает не только высокое 

качество модели, но и ее устойчивость к изменениям в данных. Сочетание 

строгой валидации, адаптивной балансировки классов и интеллектуального 

контроля сходимости создает условия для построения надежного 

прогностического инструмента, соответствующего требованиям банковской 

сферы.  

 

3.5 Визуализация результатов работы модели 

 

Для комплексной оценки эффективности разработанной нейросетевой 

архитектуры применен многоуровневый анализ, сочетающий количественные 



 

метрики и матрицу ошибок. Результаты классификации нейронной сети, 

продемонстрированные на рисунке 26, демонстрируют высокую 

эффективность модели: 

 

 

 

Рисунок 26 – Метрики качества 

 

Ключевые выводы: 

а) Для класса 0 (недефолтные клиенты): 

 (0.99): минимальное количество ложных срабатываний (только 

1% ошибочных предсказаний дефолта); 

ecall (0.96): пропущено лишь 4% реально надежных клиентов; 

1-score (0.97): исключительно высокий баланс точности и 

полноты. 

б) Для класса 1 (дефолтные клиенты): 

recision (0.83): 83% предсказанных дефолтов являются 

реальными; 

ecall (0.94): выявлено 94% всех реальных дефолтов; 

1-score (0.88): сбалансированное качество для миноритарного 

класса. 

в) Общие показатели: 

ccuracy (0.96): общая точность прогнозов; 

 F1 (0.93): учитывает дисбаланс классов; 

eighted F1 (0.96): взвешенная по размеру классов оценка. 



 

Матрица ошибок (рисунок 27) предоставляет наглядное представление о 

распределении прогнозов: 

 

 

 

Рисунок 27 – Матрица ошибок 

 

rue Negative (7973): верно предсказанные недефолтные клиенты; 

alse Positive (333): ошибочные прогнозы дефолта (ложные срабатывания); 

alse Negative (94): пропущенные дефолты; 

rue Positive (1600): верно выявленные дефолты. 

Графики метрик качества демонстрируют устойчивую и стабильную 

динамику обучения модели, что свидетельствует о корректно подобранной 

архитектуре и эффективной стратегии оптимизации. Кривые потерь, 

показанные на рисунке 28, плавно снижаются на протяжении первых 50-80 

эпох, после чего выходят на плато, указывая на достижение локального 

оптимума. Минимальный разрыв между тренировочными и валидационными 

кривыми, особенно заметный на графике функции потерь (0.0161 против 

0.0178), однозначно подтверждает отсутствие переобучения и хорошую 

обобщающую способность модели. Этот вывод дополнительно подкрепляется 

параллельным характером кривых, которые сохраняют постоянную 

дистанцию без признаков дивергенции на поздних стадиях обучения. 

 



 

 

 

Рисунок 28 – График потерь 

 

Исключительно высокие значения AUC (рисунок 29), достигающие 

0.9859 на тренировочных данных и 0.9790 на валидационных, отражают 

превосходную разделяющую способность модели. График AUC 

характеризуется крутым начальным подъемом в первые 20 эпох, что 

свидетельствует о быстром усвоении основных закономерностей, с 

последующим плавным выходом на плато. Такой паттерн типичен для хорошо 

сконфигурированных нейронных сетей, где основное обучение происходит в 

начальной фазе, а последующие эпохи вносят незначительные коррективы. 

Важно отметить, что разница между тренировочной и валидационной AUC 

составляет менее 0.01, что указывает на сбалансированность модели и 

отсутствие подгонки под тренировочные данные. 

 



 

 

 

Рисунок 29 – График AUC 

 

Динамика precision и recall (рисунок 30, 31) отражает успешное 

преодоление проблемы дисбаланса классов. Кривая recall демонстрирует 

стабильно высокие значения (0.94 для класса дефолтов), что является прямым 

следствием применения Focal Loss и техники SMOTE, позволивших модели 

эффективно выявлять редкие случаи дефолтов. Параллельно precision 

сохраняется на уровне 0.82 после выхода на плато, что указывает на 

контролируемое количество ложных срабатываний. Оптимизация порога 

классификации до 0.419 обеспечила баланс между этими метриками, позволив 

достичь F1-меры 0.88 (рисунок 32) для миноритарного класса при сохранении 

общей точности на уровне 96%. 

 



 

 

 

Рисунок 30 – График Precision 

 

 

 

Рисунок 31 – График Recall 

 



 

 

 

Рисунок 32 – График F1-Score 

 

Сравнение с базовыми моделями выявляет значительные преимущества 

предложенной архитектуры. Если простые алгоритмы вроде логистической 

регрессии демонстрируют AUC в диапазоне 0.75-0.82, а традиционные 

ансамбли типа случайного леса достигают 0.85-0.90, то разработанная 

нейронная сеть стабильно показывает результаты выше 0.90. Это 

преимущество визуально проявляется в более крутом начальном подъеме 

кривой AUC и более высоком положении зоны стабилизации. При этом 

сохраняется минимальный разрыв между тренировочными и валидационными 

кривыми, что подтверждает устойчивость модели к изменениям в данных. 

Для обеспечения интерпретируемости прогнозов применен SHAP-

анализ. На рисунке 33 представлена диаграмма вероятности дефолта для 

конкретного клиента. 

 



 

 

 

Рисунок 33 – График вероятности дефолта 

 

На рисунке 34 визуализировано объяснение отказа в кредитовании для 

клиента и рекомендации по улучшению ситуации. 

 

 

 

Рисунок 34 – Объяснение отказа 



 

Бизнес-интерпретация полученных результатов подтверждает 

готовность модели к промышленному внедрению. Стабильность всех метрик 

на протяжении последних 50 эпох обучения указывает на устойчивость 

решения. Высокие значения AUC обеспечивают эффективное ранжирование 

клиентов по уровню риска, что критически важно для риск-менеджмента. 

Достигнутый баланс между precision (0.82) и recall (0.94) позволяет 

минимизировать как финансовые потери от пропущенных дефолтов (94 

случая), так и операционные затраты на проверку ложных срабатываний (333 

случая). Визуальный анализ графиков не выявил аномальных колебаний или 

признаков деградации метрик, что свидетельствует о надежности модели в 

условиях реальной эксплуатации. 

Выводы и результаты по 3 главе: 

Разработанная нейросетевая модель достигла высоких показателей 

, F1-score 0.88), эффективно решая проблему дисбаланса классов через Focal 

Loss и SMOTE. Динамическая настройка порога (0.419) обеспечила баланс 

) и recall (0.94), а SHAP-анализ выявил ключевые факторы риска. 

 

 

 

 

 

 

 

 

 

  

  



 

Заключение 

 

Данная выпускная квалификационная работа была посвящена 

разработке и реализации нейросетевой модели для прогнозирования риска 

дефолта клиентов в системе онлайн-банкинга. Проведенное исследование 

охватило полный цикл создания интеллектуальной системы – от 

теоретического обоснования архитектуры до практической реализации и 

валидации модели на синтетических данных.   

Основным достижением работы стало создание высокоэффективной 

нейросетевой архитектуры, демонстрирующей превосходство над 

традиционными методами машинного обучения. Модель, основанная на 

многослойном перцептроне с продуманной регуляризацией (Batch 

Normalization, Dropout) и специализированной функцией потерь Focal Loss, 

показала исключительную способность выявлять редкие случаи дефолтов 

даже в условиях значительного дисбаланса классов. Применение техники 

SMOTE для генерации синтетических примеров миноритарного класса в 

сочетании с динамической настройкой порога классификации до 0.395 

позволило достичь оптимального баланса между точностью (precision = 0.83) 

и полнотой (recall = 0.94). Интегральный показатель AUC-ROC на уровне 0.98 

убедительно подтверждает способность модели к надежному ранжированию 

клиентов по уровню кредитного риска.   

Практическая значимость исследования заключается в создании 

комплексного конвейера обработки данных, включающего генерацию 

реалистичных синтетических признаков, устранение мультиколлинеарности 

через финансово-интерпретируемые метрики (коэффициент долговой 

нагрузки, индекс платежеспособности), а также строгие протоколы 

стратифицированной кросс-валидации. Реализованная система коллбэков с 

ранней остановкой и сохранением лучших весов обеспечила устойчивость 

процесса обучения, что нашло отражение в минимальном разрыве между 

тренировочными и валидационными метриками.   



 

Несмотря на убедительные результаты, модель обладает значительным 

потенциалом для дальнейшего совершенствования. Перспективным 

направлением является интеграция временных рядов транзакционной истории 

с применением рекуррентных архитектур (LSTM), что позволит учитывать 

динамику финансового поведения клиентов. Расширение признакового 

пространства за счет текстовых данных из кредитных заявок и чатов 

поддержки через NLP-методы может выявить дополнительные корреляции. 

Для повышения устойчивости к экономическим изменениям целесообразна 

реализация механизмов онлайн-обучения с периодическим пересчетом весов. 

Кроме того, развитие методов объяснимого ИИ на базе SHAP-анализа 

критически важно для обеспечения прозрачности решений при 

взаимодействии с регуляторами.   

В заключение следует подчеркнуть, что разработанная модель не только 

решает актуальную задачу обнаружения кредитных рисков, но и создает 

основу для создания адаптивных банковских систем нового поколения. 

Реализация предложенных улучшений позволит повысить точность 

прогнозирования до уровня промышленных стандартов, обеспечивая 

снижение финансовых потерь от дефолтов и способствуя оптимизации 

кредитной политики. Дальнейшие исследования будут направлены на 

тестирование архитектуры в реальных банковских средах и интеграцию с 

действующими платформами риск-менеджмента. 
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Приложение А 

Исходный код нейронной сети 
 

import pandas as pd 

import numpy as np 

import matplotlib.pyplot as plt 

import seaborn as sns 

from sklearn.model_selection import train_test_split, StratifiedKFold 

from sklearn.preprocessing import StandardScaler, OneHotEncoder 

from sklearn.compose import ColumnTransformer 

from sklearn.metrics import classification_report, confusion_matrix, roc_curve, 

auc, precision_recall_curve 

from imblearn.over_sampling import SMOTE 

import tensorflow as tf 

from tensorflow.keras import Sequential 

from tensorflow.keras.layers import Dense, Dropout, BatchNormalization 

from tensorflow.keras.optimizers import Adam 

from tensorflow.keras.callbacks import EarlyStopping, ModelCheckpoint 

from tensorflow.keras import backend as K 

import shap 

import time 

 

# Загрузка данных 

df = pd.read_csv('/content/customer_default_dataset.csv') 
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# Создаем новые признаки вместо удаления коррелированных 

df['income_expenses_ratio'] = df['income'] / (df['expenses'] + 1e-6) 

df['debt_to_income'] = df['current_debt'] / (df['income'] + 1e-6) 
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df['payment_capacity'] = df['income'] - df['expenses'] 

 

# 2. Предварительный анализ данных 

============================================ 

print("Распределение классов:") 

print(df['default'].value_counts(normalize=True)) 

 

# Визуализация новых признаков 

plt.figure(figsize=(15,5)) 

for i, col in enumerate(['income_expenses_ratio', 'debt_to_income', 

'payment_capacity']): 

    plt.subplot(1,3,i+1) 

    sns.boxplot(x='default', y=col, data=df) 

    plt.title(col) 

plt.tight_layout() 
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# 3. Подготовка признаков 

 

# Удаляем исходные коррелированные признаки вместо expenses 

high_corr = ['income', 'expenses'] 

 

# Выбираем фичи 

numeric_features = [col for col in df.columns if col not in 

                   ['client_id', 'default', 'gender', 'marital_status', 

                    'education', 'mobile_app_usage'] + high_corr] 

 

categorical_features = ['gender', 'marital_status', 'education', 'mobile_app_usage'] 
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# 4. Создание конвейера обработки 

 

preprocessor = ColumnTransformer( 

    transformers=[ 

        ('num', StandardScaler(), numeric_features), # Нормализация числовых 

признаков 

        ('cat', OneHotEncoder(handle_unknown='ignore', sparse_output=False), 

categorical_features) # Кодирование категориальных 

    ]) 

 

X = df.drop(['client_id', 'default'] + high_corr, axis=1) 

y = df['default'] 

X_processed = preprocessor.fit_transform(X) 

 

# 5. Функция потерь с фокальным loss 
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def focal_loss_fixed(y_true, y_pred): 

        epsilon = K.epsilon() 

        y_pred = K.clip(y_pred, epsilon, 1.0 - epsilon) 

        cross_entropy = -y_true * K.log(y_pred) - (1 - y_true) * K.log(1 - y_pred) 

        p_t = y_true * y_pred + (1 - y_true) * (1 - y_pred) 

        modulating_factor = K.pow(1.0 - p_t, gamma) 

        alpha_factor = y_true * alpha + (1 - y_true) * (1 - alpha) 

        return K.mean(alpha_factor * modulating_factor * cross_entropy, axis=-1) 
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# 6. Улучшенная модель 

======================================================= 

def create_model(input_shape): 

    model = Sequential([ 

        Dense(256, activation='relu', input_shape=(input_shape,)), 

        BatchNormalization(), 

        Dropout(0.6), 

 

        Dense(128, activation='relu'), 

        BatchNormalization(), 

        Dropout(0.4), 

 

        Dense(64, activation='tanh'), 

        BatchNormalization(), 

 

        Dense(1, activation='sigmoid') 

    ]) 

 

    model.compile( 

        optimizer=Adam(learning_rate=0.0001), 

        loss=focal_loss(), 

        metrics=[ 

            tf.keras.metrics.Precision(name='precision'), 

            tf.keras.metrics.Recall(name='recall'), 

            tf.keras.metrics.AUC(name='auc') 
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# 7. Обучение с оптимизацией порога 

 

skf = StratifiedKFold(n_splits=5, shuffle=True, random_state=42) 

best_model = None 

best_threshold = 0.5 

histories = [] 

 

for fold, (train_idx, val_idx) in enumerate(skf.split(X_processed, y)): 

    print(f"\nFold {fold+1}/5") 

 

    X_train, X_val = X_processed[train_idx], X_processed[val_idx] 

    y_train, y_val = y.iloc[train_idx], y.iloc[val_idx] 

 

    # Применяем SMOTE только к тренировочным данным 

sm = SMOTE(sampling_strategy=0.5, random_state=42) 

    X_res, y_res = sm.fit_resample(X_train, y_train) 

 

    model = create_model(X_processed.shape[1]) 

 

    callbacks = [ 

        EarlyStopping(monitor='val_auc', patience=20, mode='max', 

restore_best_weights=True), 

        ModelCheckpoint(f'best_model_fold{fold}.h5', save_best_only=True, 

monitor='val_auc') 

    ] 

 

    history = model.fit( 

        X_res, y_res, 
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  validation_data=(X_val, y_val), 

        epochs=200, 

        batch_size=128, 

        callbacks=callbacks, 

        verbose=1 

    ) 

 

    histories.append(history) 

 

    # Оптимизация порога для precision 

    y_pred_proba = model.predict(X_val).ravel() 

    precisions, recalls, thresholds = precision_recall_curve(y_val, y_pred_proba) 

    optimal_idx = np.argmax(precisions >= 0.8) 

    optimal_threshold = thresholds[optimal_idx] if optimal_idx < len(thresholds) else 

0.5 

 

    # Сохраняем лучшую модель 

    if best_model is None: 

        best_model = model 

        best_threshold = optimal_threshold 

        best_fold = fold 

    else: 

        # Сравниваем по AUC валидации 

        current_auc = history.history['val_auc'][-1] 

        best_auc = best_model.evaluate(X_val, y_val, verbose=0)[3] 

        if current_auc > best_auc: 

            best_model = model 

            best_threshold = optimal_threshold 
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nЛучшая модель из фолда {best_fold+1}") 

print("Оптимальный порог классификации:", best_threshold) 

 

# 8. Финальная оценка 

======================================================== 

y_pred_proba = best_model.predict(X_processed).ravel() 

y_pred = (y_pred_proba > best_threshold).astype(int) 

 

print("\nClassification Report:") 

print(classification_report(y, y_pred)) 

 

print("Confusion Matrix:") 

print(confusion_matrix(y, y_pred)) 

 

# 9. Визуализация метрик обучения 

============================================ 

def plot_training_history(histories): 

    plt.figure(figsize=(20, 12)) 

 

    # 1. График потерь 

    plt.subplot(2, 3, 1) 

    for i, history in enumerate(histories): 

        plt.plot(history.history['loss'], alpha=0.5, label=f'Train Fold {i+1}') 

        plt.plot(history.history['val_loss'], linestyle='--', alpha=0.5, label=f'Val Fold 

{i+1}') 

    plt.title('Learning Curves: Loss') 
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    plt.ylabel('Loss') 

    plt.xlabel('Epoch') 

    plt.legend() 

 

    # 2. График Precision 

    plt.subplot(2, 3, 2) 

    for i, history in enumerate(histories): 

        plt.plot(history.history['precision'], alpha=0.5, label=f'Train Fold {i+1}') 

        plt.plot(history.history['val_precision'], linestyle='--', alpha=0.5, label=f'Val 

Fold {i+1}') 

    plt.title('Precision') 

    plt.ylabel('Precision') 

    plt.xlabel('Epoch') 

    plt.legend() 

 

    # 3. График Recall 

    plt.subplot(2, 3, 3) 

    for i, history in enumerate(histories): 

        plt.plot(history.history['recall'], alpha=0.5, label=f'Train Fold {i+1}') 

        plt.plot(history.history['val_recall'], linestyle='--', alpha=0.5, label=f'Val Fold 

{i+1}') 

    plt.title('Recall') 

    plt.ylabel('Recall') 

    plt.xlabel('Epoch') 

    plt.legend() 

 

    # 4. График AUC 
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for i, history in enumerate(histories): 

        plt.plot(history.history['auc'], alpha=0.5, label=f'Train Fold {i+1}') 

        plt.plot(history.history['val_auc'], linestyle='--', alpha=0.5, label=f'Val Fold 

{i+1}') 

    plt.title('AUC') 

    plt.ylabel('AUC') 

    plt.xlabel('Epoch') 

    plt.legend() 

 

    # 5. График F1-Score 

    plt.subplot(2, 3, 5) 

    for i, history in enumerate(histories): 

        train_f1 = 2 * (np.array(history.history['precision']) * 

np.array(history.history['recall'])) / ( 

                    np.array(history.history['precision']) + np.array(history.history['recall']) 

+ 1e-7) 

        val_f1 = 2 * (np.array(history.history['val_precision']) * 

np.array(history.history['val_recall'])) / ( 

                    np.array(history.history['val_precision']) + 

np.array(history.history['val_recall']) + 1e-7) 

        plt.plot(train_f1, alpha=0.5, label=f'Train Fold {i+1}') 

        plt.plot(val_f1, linestyle='--', alpha=0.5, label=f'Val Fold {i+1}') 

    plt.title('F1-Score') 

    plt.ylabel('F1') 

    plt.xlabel('Epoch') 

    plt.legend() 
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plt.savefig('training_metrics.png', dpi=300) 

    plt.show() 

 

if len(histories) > 0: 

    print("Доступные ключи в истории:", histories[0].history.keys()) 

    plot_training_history(histories) 
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print("Истории обучения отсутствуют") 

 

# 10. Стабильная и быстрая визуализация SHAP 

 

print("\nНачало SHAP-анализа...") 

start_time = time.time() 

 

feature_names = preprocessor.get_feature_names_out() 

 

# Функция для форматирования имен признаков 
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formatted = [] 

    for name in names: 

        if '__' in name: 

            name = name.split('__')[-1] 

        name = name.replace('_', ' ').title() 

        formatted.append(name) 

    return formatted 

 

formatted_feature_names = format_feature_names(feature_names) 
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# Создаем DataFrame для удобства 

processed_df = pd.DataFrame(X_processed, columns=feature_names) 

processed_df.columns = formatted_feature_names 

 

# Выбираем клиентов с отказом в кредите (топ-3 по уверенности модели) 

denied_indices = np.where((y_pred_proba > best_threshold) & (y_pred == 1))[0] 

if len(denied_indices) > 0: 

    top_denied = denied_indices[np.argsort(y_pred_proba[denied_indices])[-3:]] 

 

 

 

 

p

r

i

n

t

f"Найдено {len(top_denied)} клиентов с отказом для анализа") 
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print("Нет клиентов с отказом в кредите для анализа") 
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# 1. Используем стабильный KernelExplainer с небольшим фоновым набором 
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# Функция-обертка для предсказаний 
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return best_model.predict(x, verbose=0) 

 

# Создаем explainer 

explainer = shap.KernelExplainer( 

    model=model_predict, 

    data=background_data, 

    link="logit" 
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# 2. Вычисляем ожидаемое значение 

expected_value = explainer.expected_value 

print(f"Ожидаемое значение (базовая линия): {expected_value[0]:.4f}") 

 

# 3. Глобальная важность признаков 

print("Вычисляем глобальную важность признаков...") 
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# Используем небольшую выборку для ускорения 

sample_idx = np.random.choice(X_processed.shape[0], 50, replace=False) 

X_sample = processed_df.iloc[sample_idx].values 

 

# Вычисляем SHAP значения с ограничением вычислений 

shap_values = explainer.shap_values(X_sample, nsamples=150) 

 

plt.figure(figsize=(12, 8)) 

shap.summary_plot( 

    shap_values, 

    features=X_sample, 

    feature_names=formatted_feature_names, 

    plot_type='bar', 

    max_display=15, 
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title('Топ-15 признаков, влияющих на отказы в кредитовании', fontsize=14) 

p
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xlabel('Среднее абсолютное значение SHAP', fontsize=12) 

plt.tight_layout() 

plt.savefig('global_shap.png', dpi=300) 
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f"Глобальная важность рассчитана за {time.time() - shap_start:.1f} секунд") 

 

# 4. Индивидуальные объяснения для отказанных клиентов 
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if client_idx >= X_processed.shape[0]: 

        continue 
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f"Анализ клиента {i+1}...") 
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    # Получаем SHAP значения для конкретного клиента 

client_data = processed_df.iloc[client_idx:client_idx+1].values 

    shap_values_client = explainer.shap_values(client_data, nsamples=200) 

 

    # Преобразуем SHAP значения в одномерный массив 

if isinstance(shap_values_client, list): 

        shap_values_client = np.array(shap_values_client) 

    shap_values_1d = shap_values_client[0].flatten() 

 

    # Создаем waterfall plot с использованием современного API 

plt.figure(figsize=(12, 8)) 

    shap.plots.waterfall( 

        shap.Explanation( 

            values=shap_values_1d, 

            base_values=expected_value[0], 

            data=client_data[0], 
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        feature_names=formatted_feature_names 
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    # Получаем данные клиента 

client_original = X.iloc[client_idx] 

    proba = y_pred_proba[client_idx] 
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f"Объяснение отказа для клиента {i+1}\n" 

f"Вероятность дефолта: {proba:.2%} > порог {best_threshold:.2f}", 

fontsize=14 

    ) 

    plt.tight_layout() 

    plt.savefig(f'client_{i}_shap.png', dpi=300) 
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    # Текстовое объяснение 
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f"ОБЪЯСНЕНИЕ ОТКАЗА ДЛЯ КЛИЕНТА {i+1}") 

print(f"{'-'*50}") 

    print(f"ID клиента: {df.iloc[client_idx]['client_id']}") 
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f"Общая вероятность дефолта: {proba:.1%}") 

print(f"Порог отсечения: {best_threshold:.0%}") 
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  # Анализируем SHAP значения 



 

    # Получаем индексы топ-5 признаков с наибольшим влиянием 

sorted_idx = np.argsort(np.abs(shap_values_1d))[::-1] 

    top_indices = sorted_idx[:5] 

 

    for rank, idx in enumerate(top_indices): 

        if idx >= len(formatted_feature_names): 

            continue 

 

        feat_name = formatted_feature_names[idx] 

        feat_value = client_data[0][idx] 

        shap_val = shap_values_1d[idx] 

 

        # Интерпретация на основе имени признака 

        if "Debt" in feat_name and feat_value > 1: 

            print(f"  [{rank+1}] Высокая долговая нагрузка ({feat_name}: 

{feat_value:.1f})") 

        elif "Default" in feat_name and feat_value > 0: 

            print(f"  [{rank+1}] Просрочки в кредитной истории ({feat_name}: 

{feat_value:.1f})") 

        elif "Score" in feat_name and feat_value < 0: 

            print(f"  [{rank+1}] Низкий кредитный рейтинг ({feat_name}: 

{feat_value:.1f})") 

        elif "Balance" in feat_name and feat_value < 0: 

            print(f"  [{rank+1}] Недостаточный баланс ({feat_name}: 

{feat_value:.1f})") 

        elif "Income" in feat_name and feat_value < 0: 

            print(f"  [{rank+1}] Низкий доход ({feat_name}: {feat_value:.1f})") 
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direction = "УВЕЛИЧИВАЕТ риск" if shap_val > 0 else "СНИЖАЕТ 

надежность" 

print(f"  [{rank+1}] {feat_name} = {feat_value:.2f} ({direction})") 
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nРекомендации клиенту:") 

print("- Снизить текущую долговую нагрузку") 

print("- Увеличить остатки на счетах") 

print("- Исправить кредитную историю") 

print("- Рассмотреть возможность рефинансирования кредитов") 
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f"Анализ клиента занял {time.time() - client_start:.1f} секунд") 

 

# Сохранение модели 

best_model.save('credit_risk_model.h5') 

print("Модель сохранена как 'credit_risk_model.h5'") 

 

# Сохранение порога 

np.save('credit_threshold.npy', best_threshold) 

print("Порог классификации сохранен") 

 

# Сохранение предсказаний 

predictions_df = df[['client_id']].copy() 

predictions_df['default_probability'] = y_pred_proba 

predictions_df['predicted_default'] = y_pred 

predictions_df.to_csv('credit_predictions.csv', index=False) 

print("Предсказания сохранены в credit_predictions.csv") 

  



 

Приложение Б 

Код датасета 

 

import pandas as pd 

import numpy as np 

from faker import Faker 

 

fake = Faker() 

np.random.seed(42) 

 

n = 10000  # Количество клиентов 

 

data = { 

    'client_id': [fake.uuid4() for _ in range(n)], 

    'age': np.random.normal(40, 10, n).astype(int).clip(18, 70), 

    'gender': np.random.choice(['Male', 'Female'], n, p=[0.5, 0.5]), 

    'marital_status': np.random.choice(['Single', 'Married', 'Divorced'], n, p=[0.3, 0.5, 

0.2]), 

    'education': np.random.choice(['High School', 'Bachelor', 'Master', 'PhD'], n, 

p=[0.25, 0.5, 0.2, 0.05]), 

    'income': np.round(np.random.lognormal(8, 0.5, n)).astype(int).clip(1000, 

15000), 

    'expenses': lambda x: np.round(x['income'] * 0.6 + np.random.normal(0, 500, 

n)).astype(int).clip(500, 10000), 

    'credit_history_length': np.random.exponential(10, n).astype(int).clip(0, 30), 

    'current_debt': np.round(np.random.exponential(5000, n)).astype(int).clip(0, 

50000), 

    'num_credit_lines': np.random.poisson(2, n).clip(0, 10), 

    'recent_defaults': np.random.poisson(0.3, n).clip(0, 5), 
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  'credit_score': np.random.normal(600, 100, n).astype(int).clip(300, 850), 

    'avg_account_balance': np.round(np.random.exponential(2000, 

n)).astype(int).clip(0, 20000), 

    'num_transactions': np.random.poisson(20, n).clip(0, 100), 

    'last_transaction_amount': np.round(np.random.exponential(300, 

n)).astype(int).clip(0, 5000), 

    'login_frequency': np.random.poisson(15, n).clip(0, 30), 

    'mobile_app_usage': np.random.choice(['Yes', 'No'], n, p=[0.7, 0.3]), 

    'num_complaints': np.random.poisson(0.5, n).clip(0, 5), 

} 

 

df = pd.DataFrame(data) 

df['expenses'] = data['expenses'](df)  # Генерация расходов на основе дохода 

 

# Генерация целевой переменной (default) 

default_prob = ( 

    0.3 * (df['income'] < 3000) + 

    0.4 * (df['current_debt'] > df['income'] * 12) + 

    0.5 * (df['recent_defaults'] > 1) + 

    0.6 * (df['credit_score'] < 500) - 

    0.1 * (df['avg_account_balance'] > 5000) - 

    0.2 * (df['education'].isin(['Master', 'PhD'])) + 

    np.random.normal(0, 0.1, n) 

) 

 

df['default'] = (default_prob > 0.5).astype(int) 
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# Сохранение в CSV 

df.to_csv('customer_default_dataset.csv', index=False) 

 

 

 

 

 

 

 

 

 

 

  

 


